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Resumo. A Otimização por Colônia de Bactérias (Bacterial Foraging Optimization – BFO) é uma
metaheurística inspirada no comportamento de bactérias Escherichia coli na busca por nutrientes em seu
ambiente. Este trabalho propõe uma melhoria ao algoritmo básico pela combinação de duas variações
já conhecidas deste: BFO Adaptativo (BFO-A) e BFO com swarming (BFO-S). No algoritmo BFO-A,
cada bactéria possui o seu tamanho de passo individualizado. Isto influencia o seu comportamento que
alterna entre busca global (onde o tamanho do passo é maior) e busca local (onde se reduz o tamanho
do passo). Na variante BFO-S, o comportamento de swarming é implementado fazendo com que cada
bactéria atraia as outras para perto de si, modificando o espaço de busca no seu entorno. Isto reflete a
tendência das bactérias reais de permanecerem próximas umas das outras. De fato, elas também repelem
outras bactérias muito próximas, numa analogia ao consumo de nutrientes pelas bactérias. Assim se cria
uma distância mínima entre as bactérias. O algoritmo proposto neste trabalho, chamado de BFO-SA,
combina estas duas estratégias com o intuito de verificar o comportamento do algoritmo. Para análise do
desempenho são usadas funções multimodais com e sem restrições e dois problemas de Engenharia Es-
trutural: (a) minimização do peso de uma treliça plana com dez barras, respeitando restrições de esforço
e deslocamento; (b) minimização do custo de fabricação de uma viga soldada respeitando restrições de
esforço e peso suportado. São realizadas comparações também entre o algoritmo BFO-SA e os algo-
ritmos BFO-A e BFO-S usando as mesmas funções dos artigos originais. Verificou-se que, em geral, a
variante BFO-A apresenta soluções de melhor qualidade que as demais.
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1 INTRODUÇÃO

Existem muitas abordagens usando métodos numéricos para resolver problemas de enge-
nharia. Porém, quando o problema apresenta um espaço de busca multimodal ou com muitas
restrições, a solução encontrada por um método numérico vai depender muito do ponto no es-
paço onde se inicia a busca (Lee e Geem, 2005). Por isso, frequentemente meta-heurísticas
inspiradas na natureza, como o algoritmo Bacterial Foraging Optimization (BFO), se apresen-
tam como alternativas interessantes de solução.

O algoritmo Bacterial Foraging Optimization – BFO (Passino, 2002) está inserido dentro
da área de Inteligência de Enxames e inspira-se no comportamento de busca por nutrientes da
bactéria Escherichia coli. Existem diversas variantes do BFO e aqui são abordadas duas delas.
A primeira, uma variante com auto-adaptação do comportamento das bactérias (Autoadaptative
BFO – BFO-A) onde o tamanho dos passos de movimento das bactérias se altera de acordo com
as características da região do espaço de busca sendo explorado por aquela bactéria (Chen et al.,
2008). A segunda variante tem o comportamento de swarming (Swarming BFO – BFO-S),
onde as bactérias tendem a ficar próximas umas das outras e a se movimentarem em conjunto
(Passino, 2002). Neste trabalho propõe-se uma combinação destas duas variantes, denominada
(Swarming and Autoadaptative BFO – BFO-SA).

Aqui, os algoritmos BFO (original), BFO-A, BFO-S e BFO-SA foram aplicados a diver-
sos problemas de otimização, utilizados extensivamente como benchmark para teste de desem-
penho de metaheurísticas. Foram utilizadas as funções matemáticas multimodais Rastrigin e
Griewank, e funções com restrições Himmelblau e Constrained II. Além destas, os algoritmos
também foram aplicados a dois problemas de Engenharia Estrutural (a) minimização do peso
de uma treliça plana com dez barras, respeitando restrições de esforço e deslocamento; (b) mi-
nimização do custo de fabricação de uma viga soldada, respeitando restrições de esforço e peso
suportado.

Este trabalho está estruturado da seguinte forma: na Seção 2 está descrito o algoritmo BFO
juntamente com suas variantes; na Seção 3 estão descritos os problemas solucionados pelo BFO
e suas variantes; na Seção 4 é feita a análise dos resultados obtidos; na Seção 5 são apresentadas
conclusões e possíveis trabalhos futuros.

2 O ALGORITMO BFO E SUAS VARIANTES

Nesta seção o algoritmo BFO canônico é descrito. Na sequência, são descritas também duas
variações deste algoritmo: BFO Adaptativo (BFO-A) proposto por (Chen et al., 2008), e o BFO
com swarming (BFO-S) apresentado por (Passino, 2002).

O Algoritmo 1 a seguir apresenta o pseudo-código do BFO básico, conforme descrito em
(Chen et al., 2008). Nele é gerada uma população de S bactérias no espaço de busca, onde
cada bactéria representa uma possível solução para o problema de otimização sendo tratado.
São executadas Nc etapas de quimiotaxia (chemotaxis) ao fim das quais é executada a etapa de
reprodução. Isso é repetido Nre vezes e, ao fim, é executada a etapa de dispersão. E tudo isso é
repetido Ned vezes.

No movimento de quimiotaxia a bactéria dá um passo em uma direção aleatória. Caso esse
passo represente uma melhora na qualidade fitness da bactéria, inicia-se então o movimento
swim, em que a bactéria se move na mesma direção enquanto o fitness continuar diminuindo ou
até alcançar o número máximo de passos de swim (Ns). Isto é feito para cada uma das bactérias.
Nesta versão do algoritmo o tamanho do passo é prefixado em C(i).

Na etapa de reprodução as Sr bactérias mais saudáveis são replicadas e introduzidas no
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Algoritmo 1 BFO Canônico
1: Inicialize os parâmetros: n, S,Nc,Ns,Nre,Ned, Ped, Sr, C i, θi(i = 1, 2, · · · , S) {θi re-

presenta a posição da i-ésima bactéria}
2: l← 0
3: repeat
4: k ← 0
5: repeat
6: j ← 0
7: repeat {etapa de quimiotaxia}
8: for all i do
9: Jlast ← J(i, j, k, l) {fitness da i-ésima bactéria}

10: Gere um vetor unitário aleatório: ∆i

11: θi(j + 1, k, l)← θi(j, k, l) + ∆iCi {nova posição da bactéria}
12: Calcule J(i, j + 1, k, l) com θi(j + 1, k, l) {novo fitness da bactéria}
13: m← 0
14: while m < Ns e J(i, j + 1, k, l) < Jlast do {swim}
15: m← m+ 1
16: Mova a bactéria mais um passo, de comprimento Ci, na direção ∆i

17: Calcule J(i, j + 1, k, l) com o novo θi(j + 1, k, l)
18: end while
19: end for
20: j ← j + 1
21: until j ≥ Nc
22: for all i do {calcula a “saúde” das bactérias}

23: J i
health ←

Nc∑
j=0

J(i, j, k, l)

24: end for
25: Substitua as Sr bactérias com os maiores Jhealth por cópias das Sr bactérias com os

menores Jhealth {reprodução}
26: k ← k + 1
27: until k ≥ Nre
28: Com probabilidade Ped, atribua uma posição aleatória para cada bactéria {dispersão}
29: l← l + 1
30: until l ≥ Ned
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mesmo local do espaço busca dos seus "pais", e as Sr bactérias menos saudáveis são eliminadas.
A saúde das bactérias é o somatório dos fitness para todos os passos de quimiotaxia realizados.
Quanto menor o valor, mais saudável é a bactéria e, consequentemente, melhor é a qualidade
da solução que ela representa.

Na etapa de dispersão, cada bactéria pode ser eliminada e substituída por outra gerada aleato-
riamente, de acordo com a probabilidade Ped.

Por definição, o BFO é um algoritmo de minimização e tem os seguintes parâmetros de
controle:

• n: número de dimensões do espaço de busca;

• S: número de bactérias;

• Nc: número de etapas de quimiotaxia;

• Ns: número máximo de passos de swim;

• Nre: número de etapas de reprodução;

• Ned: número de etapas de dispersão;

• Ped: probabilidade de dispersão;

• C(i)(i = 1, 2, . . . , S): comprimento do passo nos movimentos da bactéria;

• Sr: número de bactérias replicadas a cada etapa de reprodução.

2.1 BFO Auto-Adaptativo

No BFO-A cada bactéria possui o seu tamanho de passo individualizado. Isto reflete no
comportamento da bactéria, alternando entre busca global (onde o tamanho do passo é maior),
quando se percebe estagnação da bactéria, e busca local (onde se reduz o tamanho do passo),
quando a bactéria encontra uma região promissora do espaço de busca (Chen et al., 2008).

Nesta variante do algoritmo são acrescentados ao BFO básico os
parâmetros α, β, ε e Nu. Após a etapa de quimiotaxia de cada bactéria, um contador de
estagnação (no_improv_counti) é atualizado. Este é incrementado caso a bactéria não melho-
re o seu fitness e zerado caso contrário. O parâmetro α é o fator de redução do tamanho do
passo (Ci) das bactérias. O parâmetro β é o fator de redução do parâmetro ε, que é o limiar
(considerando o valor do fitness) a partir do qual a bactéria tem seu tamanho de passo reduzido.
O parâmetro Nu é o número de etapas de quimiotaxia que uma bactéria pode ficar estagnada
antes de retornar ao modo de busca global.

Caso haja uma melhoria no fitness da bactéria após o passo de quimiotaxia no tempo t, seu
tamanho de passo no próximo instante de tempo (Ci(t + 1)) é atualizado conforme a Equação
1, podendo a bactéria entrar em modo de busca local. Também é atualizado o parâmetro εi

associado a esta bactéria de acordo com a Equação 2.

Ci(t+ 1) =

{
Ci(t)/α , se J(i, j, k, l) < εi(t)
Ci(t) , se J(i, j, k, l) ≥ εi(t)

(1)

εi(t+ 1) =

{
εi(t)/β , se J(i, j, k, l) < εi(t)
εi(t) , se J(i, j, k, l) ≥ εi(t)

(2)
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Caso não haja uma melhoria no fitness da bactéria após o passo de quimiotaxia, os parâmetros
Ci e εi são atualizados conforme as equações 3 e 4, podendo retornar ao estado de busca global.

Ci(t+ 1) =

{
Ci

initial , se no_improv_counti > Nu
Ci(t) , se no_improv_counti ≤ Nu

(3)

εi(t+ 1) =

{
εiinitial , se no_improv_counti > Nu
εi(t) , se no_improv_counti ≤ Nu

(4)

Chen et al. (2008) observaram que a qualidade das soluções encontradas pelo algoritmo BFO
é bastante dependente do tamanho do passo das bactérias. Assim, a variante BFO-A foi proposta
por estes autores como forma de contornar o problema.

2.2 BFO com Swarming

Algumas espécies de bactérias, dentre elas a Escherichia Coli, possuem o comportamento de
se moverem em grupo, caracterizando o swarming. Este comportamento ocorre pela liberação
de feromônios que atraem as bactérias (Passino, 2002).

Segundo Passino (2002), o comportamento de swarming é implementado no algoritmo BFO-
S fazendo com que cada bactéria atraia as outras para perto de si, modificando o espaço de
busca no seu entorno de acordo com a Equação 5. Este comportamento reflete a tendência
das bactérias reais de permanecerem próximas umas das outras. Elas também repelem outras
bactérias muito próximas, numa analogia ao consumo de nutrientes pelas bactérias, mantendo
uma distância mínima entre as elas.

Quatro novos parâmetros de controle são introduzidos no BFO-S (Passino, 2002): o parâmetro
dattract representa a profundidade do atrator liberado pelas bactérias, o parâmetro wattract cor-
responde à largura do sinal de atração, e os parâmetros hrepellant e wrepellant são a altura do
repelente e largura do repelente, respectivamente.

A distorção do espaço de busca onde as bactérias se movimentam é realizada pela função Jcc
(Equação 5) que é somada à função de fitness. O seu efeito é fazer com que as bactérias tendam
a permanecer próximas umas das outras. Nesta equação, θ representa uma posição do espaço
de busca, P (j, k, l) é o conjunto de posições de todas as bactérias na etapa de quimiotaxia j
da etapa de reprodução k da etapa de dispersão l, θi é a posição da bactéria i, θm representa o
componente m do vetor da posição θ e θim o componente m de θi.

Jcc(θ, P (j, k, l)) =
S∑

i=1

J i
cc(θ, θ

i(j, k, l))

=
S∑

i=1

−dattract · e
(
−wattract

p∑
m=1

(θm − θim)
2

)

+
S∑

i=1

hrepellant · e

(
−wrepellant

p∑
m=1

(θm − θim)
2

)

(5)

2.3 BFO Auto-Adaptativo com Swarming

No BFO-SA são combinadas as características das duas variantes mencionadas anterior-
mente, BFO-A e BFO-S. Desta forma, as bactérias devem se movimentar em conjunto, cada
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uma influenciando o movimento de suas vizinhas, bem como ajustar o tamanho de seus passos
de quimiotaxia. O efeito global é uma exploração mais eficiente das regiões promissoras do
espaço de busca. Esta variante utiliza os mesmos parâmetros do BFO-A e BFO-S.

3 EXPERIMENTOS COMPUTACIONAIS

Para analisar a aplicabilidade e eficiência do BFO e suas variantes foram realizados experi-
mentos usando funções multimodais com e sem restrições e também problemas de engenharia,
todos problemas de minimização. Cada experimento foi executadas 100 vezes e foi estabelecido
um limite de 500.000 avaliações de fitness para cada um.

Todos os experimentos foram realizados em computadores com a mesma configuração: com-
putador desktop com com processador core-2 Quad de 2.8 GHz, 2GB de RAM e rodando sobre
uma instalação mínima do sistema operacional Arch Linux. A linguagem de desenvolvimento
utilizada foi ANSI C.

3.1 Funções de Benchmark

Foram utilizadas as funções matemáticas de Rastrigin e de Griewank, bastante conhecidas e
utilizadas como benchmark para algoritmos de otimização (Chen et al., 2008). Para cada uma
delas foram feitos experimentos com 10, 30 e 50 dimensões.

A função de Rastrigin é uma função não-linear, não-convexa e fortemente multimodal, ori-
ginalmente proposta para duas dimensões, mas posteriormente generalizada para n dimensões
(Mühlenbein et al., 1991). A função é definida pela equação 6:

f(~x) =
n∑

i=1

(x2
i − 10cos(2πxi) + 10) (6)

Onde ~x é o vetor de parâmetros de dimensão n e os valores de xi estão no intervalo [−5.12, 5.12].
A solução ótima é (x1, x2, . . . , xn) = (0, 0, . . . , 0), com o valor de f(~x) = 0.

A função de Griewank é também não-linear multimodal e tem um número de mínimos locais
que cresce exponencialmente à medida que aumenta o número de dimensões (Griewank, 1981).
A função é definida pela equação 7:

f(~x) =
1

4000

(
n∑

i=1

x2
i

)
−
(

n∏
i=1

cos

(
xi√
i

))
+ 1 (7)

Onde ~x é o vetor de parâmetros de dimensão n e os valores de xi estão no intervalo [−600, 600].
A solução ótima é (x1, x2, . . . , xn) = (0, 0, . . . , 0), com o valor de f(~x) = 0.

3.2 Funções com Restrições

Duas funções com restrições foram utilizadas para verificar o desempenho dos algoritmos
nestas condições.

A primeira função é conhecida como função não-linear de Himmelblau (Himmelblau, 1972).
Ela é definida pela equação 8, contendo cinco variáveis, seis restrições não-lineares, e dez
condições de contorno (equações 9–17).

f(~x) = 5.3578547x2
3 + 0.835689x1x5 + 37.293239x1 − 40792.141 (8)

Sujeita a:

g1(~x) = 85.334407 + 0.0056858x2x5 + 0.00026x1x4 − 0.0022053x3x5 (9)
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g2(~x) = 80.51249 + 0.0071317x2x5 + 0.0029955x1x2 − 0.0021813x2
3 (10)

g3(~x) = 9.300961 + 0.0047026x3x5 + 0.0012547x1x3 − 0.0019085x3x4 (11)
0 ≤ g1(~x) ≤ 92 (12)
90 ≤ g2(~x) ≤ 110 (13)
20 ≤ g3(~x) ≤ 25 (14)
78 ≤ x1 ≤ 102 (15)
33 ≤ x2 ≤ 45 (16)
27 ≤ xi ≤ 45 (i = 3, 4, 5) (17)

O melhor resultado conhecido para esta função é: f(~x) = −31024.3166, e foi obtido por
(Fesanghary et al., 2008).

A segunda função, identificada como Constrained II foi proposta por (Hock e Schittkowski,
1980) e é definida pela equação 18. A função tem sete variáveis e quatro restrições não-lineares
(equações 19–23).

f(~x) = (x1−10)2+5(x2−12)2+x4
3+3(x4−11)2+10x6

5+7x2
6+x4

7−4x6x7−10x6−8x7 (18)

Sujeita a:

g1(~x) = 127− 2x2
1 − 3x4

2 − x3 − 4x2
4 − 5x5 ≥ 0 (19)

g2(~x) = 282− 7x1 − 3x2 − 10x2
3 − x4 + x5 ≥ 0 (20)

g3(~x) = 196− 23x1 − x2
2 − 6x2

6 + 8x7 ≥ 0 (21)
g4(~x) = −4x2

1 − x2
2 + 3x1x2 − 2x2

3 − 5x6 + 11x7 ≥ 0 (22)
−10 ≤ xi ≤ 10 (i = 1, . . . , 7) (23)

Para esta função de teste, o melhor resultado conhecido é: f(~x) = 680.6300577, e foi obtido
por (Fesanghary et al., 2008).

3.3 Problemas de Engenharia Estrutural

Dois problemas de Engenharia Estrutural foram abordados: cálculo de uma treliça plana com
10 barras e dimensionamento de uma viga soldada.

3.3.1 Treliça Plana de 10 Barras

Neste problema o objetivo é minimizar o peso total de uma treliça plana de 10 barras. O peso
desta treliça é dado pela equação 24:

f(~x) =
10∑
j=1

ρAjLj (24)

onde Aj é a área da seção transversal da j-ésima barra, Lj o comprimento dessa barra e ρ é a
densidade do material.

Este problema já foi extensivamente utilizado na literatura para teste de métodos de otimiza-
ção, como por exemplo: (Lee e Geem, 2005), (Schmit e Miura, 1976), (Venkayya, 1971), (Rizzi,
1976), (Khan et al., 1979) e (Fesanghary et al., 2008). Neste trabalho foram usadas as mesmas
constantes e restrições usadas nos trabalhos citados. Para este problema o melhor resultado
conhecido é: f(~x) = 4668.72 e foi obtido por (Fesanghary et al., 2008).
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3.3.2 Viga Soldada

Neste problema o objetivo é minimizar o custo de fabricação de uma viga soldada. Este
custo é definido pela equação 25, onde h = x1 representa a espessura do cordão de solda,
l = x2 o comprimento do cordão de solda, t = x3 a altura da viga e b = x4 a largura da viga
(Deb e Srinivasan, 2006).

f(~x) = 1.10471h2l + 0.04811tb(14.0 + l) (25)

Sujeito às seguintes restrições:

g1(~x) = 13600− τ(~x) ≥ 0 (26)
g2(~x) = 30000− σ(~x) ≥ (27)
g3(~x) = b− h ≥ 0 (28)
g4(~x) = Pc(~x)− 6000 ≥ 0 (29)
0.125 ≤ h, b ≤ 5 (30)
0.1 ≤ l, t ≤ 10.0 (31)

onde: τ(~x), σ(~x) e Pc(~x) representam, respectivamente, a tensão de cisalhamento, a tensão de
flexão e a carga de dobra. Os detalhes de cálculo destes parâmetros podem ser encontrado na
literatura.

Este problema foi também abordado por (Coello, 2000b), (Coello, 2000a), (Lee e Geem,
2005), (Ragsdell e Phillips, 1976), (Deb, 1991), (Deb, 2000), (Mahdavi et al., 2007) e
(Fesanghary et al., 2008). O melhor resultado conhecido é f(~x) = 1.7248 e foi obtido por
(Mahdavi et al., 2007) e também por (Fesanghary et al., 2008).

4 RESULTADOS

Os resultados obtidos com a aplicação dos algoritmos são apresentados sob forma de tabelas,
onde 10, 30 e 50 representam o número de dimensões, fitnessmed e fitnessdp são a média
e o desvio-padrão, respectivamente, dos resultados obtidos em 100 execuções independentes,
e tempomed e tempodp são a média e desvio-padrão dos tempos de execução dos algoritmos
(também para 100 execuções). Em todas as tabelas os dados estão agrupados por algoritmo:
BFO, BFO-A, BFO-S e BFO-SA.

Os resultados para a função Rastrigin são apresentados na Tabela 1. Todos algoritmos ob-
tiveram resultados semelhantes, e distantes do ótimo global (f(~x) = 0). Os tempos de execução
dos algoritmos BFO e BFO-A foram significativamente melhores do que os BFO-S e BFO-SA.
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10 30 50

BFO

fitnessmed 9,67147 134,76209 295,95523
fitnessdp 1,30336 12,14693 25,80825
tempomed 0,45410 1,27410 1,93480
tempodp 0,00861 0,01619 0,04058

BFO-A

fitnessmed 9,29234 134,25068 297,85532
fitnessdp 1,50256 11,42694 23,89999
tempomed 0,43210 1,26690 1,94330
tempodp 0,00653 0,02352 0,07002

BFO-S

fitnessmed 9,7135 133,64866 298,30019
fitnessdp 1,65350 10,20750 23,00123
tempomed 3,68960 11,08910 13,95840
tempodp 0,05541 0,31959 0,12867

BFO-SA

fitnessmed 9.57853 136.27577 299.52995
fitnessdp 1.63396 11.29196 23.07196
tempomed 3.69030 11.04500 13.92850
tempodp 0.03817 0.30831 0.09254

Tabela 1: Resultados para a função Rastrigin com 10, 30 e 50 dimensões.

Os resultados para a função Griewank são apresentados na Tabela 2. Todos os algoritmos
obtiveram resultados semelhantes, porém os tempos de execução dos algoritmos BFO e BFO-A
foram significativamente melhores do que os BFO-S e BFO-SA.

10 30 50

BFO

fitnessmed 0,24617 1,98385 3,49722
fitnessdp 0,04662 0,10854 0,23191
tempomed 0,48890 1,53940 2,51770
tempodp 0,00615 0,00719 0,01737

BFO-A

fitnessmed 0,24441 1,95668 3,52843
fitnessdp 0,04394 0,1145 0,23961
tempomed 0,47990 1,53550 2,51120
tempodp 0,00300 0,01367 0,01211

BFO-S

fitnessmed 0,25336 1,99516 3,54094
fitnessdp 0,04490 0,129260 0,20320
tempomed 3,15640 9,08840 12,98460
tempodp 0,08081 0,14565 0,14741

BFO-SA

fitnessmed 0,24409 1,97844 3,55069
fitnessdp 0,04662 0,10577 0,25243
tempomed 3,14370 9,03970 12,91860
tempodp 0,06577 0,13795 0,07150

Tabela 2: Resultados para a função Griewank com 10, 30 e 50 dimensões.

Para a função Himmelblau, os resultados são mostrados na Tabela 3. A média de resultados
para o BFO-A, que foi a variante de BFO que apresentou os melhores resultados, está ≈ 0.03%
distante do melhor resultado conhecido. Os tempos de execução dos BFO e BFO-A foram
equivalentes e significativamente melhores que os dos BFO-S e BFO-SA.
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BFO

fitnessmed -31013,88758
fitnessdp 0
tempomed 0,05190
tempodp 0,00440

BFO-A

fitnessmed -31014,01957
fitnessdp 0
tempomed 0,05480
tempodp 0,00500

BFO-S

fitnessmed -31012,67436
fitnessdp 0
tempomed 5,74480
tempodp 0,14336

BFO-SA

fitnessmed -31012,09865
fitnessdp 0
tempomed 5,75170
tempodp 0,10713

Tabela 3: Resultados para a função Himmelblau.

Para a função Constrained II, os resultados são mostrados na Tabela 4. A média de resultados
para o BFO-A, que foi a variante de BFO que apresentou os melhores resultados, está ≈ 0.02%
distante do melhor resultado conhecido. Os tempos de execução dos BFO e BFO-A foram
equivalentes e significativamente melhores que os dos BFO-S e BFO-SA.

BFO

fitnessmed 680,79457
fitnessdp 0,07790
tempomed 0,35670
tempodp 0,00813

BFO-A

fitnessmed 680,78472
fitnessdp 0,05201
tempomed 0,35810
tempodp 0,01017

BFO-S

fitnessmed 680,80734
fitnessdp 0,07571
tempomed 3,30430
tempodp 0,08405

BFO-SA

fitnessmed 680,81236
fitnessdp 0,06893
tempomed 3,29880
tempodp 0,06341

Tabela 4: Resultados para a função Constrained II.

Para o problema da treliça plana com 10 barras, os resultados estão na Tabela 5. A média de
resultados para o BFO está ≈ 0.63% distante do melhor resultado encontrado na literatura. Os
tempos de execução dos BFO e BFO-A foram equivalentes e significativamente melhores que
os dos BFO-S e BFO-SA.
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BFO

fitnessmed 4698,08947
fitnessdp 5,62599
tempomed 2,72450
tempodp 0,00921

BFO-A

fitnessmed 4698,24428
fitnessdp 5,34640
tempomed 2,71990
tempodp 0,00592

BFO-S

fitnessmed 4699,96137
fitnessdp 5,9008
tempomed 5,93710
tempodp 0,06643

BFO-SA

fitnessmed 4700,09941
fitnessdp 5,79535
tempomed 5,93040
tempodp 0,03924

Tabela 5: Resultados para o problema da Treliça plana de 10 vigas.

Os resultados obtidos para o problema da viga soldada estão mostrados na Tabela 6. A média
de resultados para o BFO-A está≈ 5.28% distante do melhor resultado encontrado na literatura.
Os tempos de execução dos BFO e BFO-A foram equivalentes e significativamente melhores
que os do BFO-S e BFO-SA.

BFO

fitnessmed 1,81954
fitnessdp 0,04699
tempomed 0,10020
tempodp 0,00140

BFO-A

fitnessmed 1,81588
fitnessdp 0,04162
tempomed 0,10010
tempodp 0,00099

BFO-S

fitnessmed 1,82895
fitnessdp 0,05013
tempomed 13,17490
tempodp 0,42320

BFO-SA

fitnessmed 1,82448
fitnessdp 0,04587
tempomed 13,18360
tempodp 0,49449

Tabela 6: Resultados para o problema da viga soldada.

De maneira geral, os últimos quatro resultados foram muito bons, considerando que foi usado
um algoritmo estocástico e que a média dos resultados obtidos ficou muito próxima da melhor
solução conhecida.
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5 CONCLUSÕES E TRABALHOS FUTUROS

Neste trabalho foi comparado o desempenho dos algoritmos BFO, BFO-A, BFO-S e BFO-
SA na resolução de problemas de minimização das funções matemáticas sem restrições (Rastri-
gin e Griewank) com 10, 30 e 50 dimensões, funções com restrições (Himmelblau e Constrained
II) e problemas de Engenharia Estrutural (Treliça plana de 10 barras e Viga soldada). Os resul-
tados das variantes do BFO foram comparados entre si e a média de resultados da variante com
os melhores resultados foi comparada com o melhor resultado encontrado na literatura. Além
da qualidade dos resultados foram analisados também os tempos de execução das variantes do
BFO. Verificou-se que, em geral, os resultados obtidos pelo BFO-A são um pouco melhores do
que os obtidos pelos demais e que o tempo de processamento deste é significativamente menor
que o dos BFO-S e BFO-SA, e praticamente igual ao do BFO.

Os resultados obtidos para as funções matemáticas confirmam a afirmação, feita em
(Chen et al., 2008), de que o algoritmo Bacterial Foraging Optimization (BFO) apresenta um
desempenho ruim para problemas com elevada dimensionalidade. Por outro lado, a estratégia
de autoadaptação proposta em (Chen et al., 2008) teve desempenho semelhante ao BFO básico
nos problemas com grande quantidade de dimensões, apresentando melhora mais significativa
em problemas com poucas dimensões.

A estratégia de swarming combinada com a de autoadaptação (BFO-SA) apresentou, de
maneira geral, desempenho equivalente ao BFO básico. Porém, com tempo de processamento
muito maior, o que a torna inviável, pelo menos para os problemas aqui abordados.

Para os problemas de engenharia o BFO-A obteve resultados próximos dos encontrados na
literatura, porém utilizando número maior de avaliações.

Uma possível melhoria nos resultados do BFO pode ser obtida pela hibridização com ou-
tros algoritmos de otimização. Alguns trabalhos nesse sentido já foram reportados na litera-
tura, como por exemplo (Biswas et al., 2007) onde o BFO foi hibridizado com Otimização por
Enxame de Partículas (PSO), conseguindo melhores resultados para funções de grande dimen-
sionalidade. Entretanto, há que se ressaltar que no presente trabalho o objetivo era comparar o
desempenho de diferentes variantes do BFO, em especial a BFO-SA. Esta comparação serve de
subsídio a desenvolvimentos futuros, híbridos ou não.

A independência entre as bactérias nos seus passos de quimiotaxia, para os algoritmos BFO e
BFO-A, leva a crer que uma implementação paralela pode ser bem sucedida, o que possibilitaria
tratar, em tempo viável, problemas de maior complexidade ou utilizar populações maiores. Esta
será uma das linhas de pesquisa futuras.
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